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Patrones en grafos

� Graph Mining
� Isomorfismo de (sub)grafos
� Subgrafos frecuentes

� Algoritmos derivados de Apriori
� Algoritmos derivados FP-Growth
� Métodos escalables

� Motif Discovery
� Algoritmos exactos [exact census algorithms]
� Algoritmos aproximados (con muestreo / probabilísticos)

� Aplicaciones
� Compresión de datos
� Indexación & sistemas de recuperación de información
� Redes de interacción de proteínas, e.g. NeMoFinder 1



Patrones en grafos

El compuesto químico de la aspirina
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Patrones en grafos

Internet
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Patrones en grafos

¿Qué interés tiene encontrar patrones en grafos?

� Caracterizar conjuntos de grafos.

� Crear modelos de clasificación de grafos.

� Diseñar métodos de agrupamiento en grafos.

� Construir índices en bases de datos de grafos.
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Isomorfismo de (sub)grafos
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Isomorfismo de (sub)grafos

Comparar grafos implica medir la similitud entre ellos: 
ver hasta qué punto son isomorfos.

Dos grafos son isomorfos
si son topológicamente equivalentes 6

Isomorfismo de (sub)grafos

La detección de isomorfismo entre grafos 
es un problema NP peculiar.

� No se sabe si está en P.

� No se sabe si es NP-completo.

� ¿Clase de complejidad intermedia [GI]?

NOTA: Su generalización, el isomorfismo de subgrafos, 
sí es un problema NP-completo (reducción: clique). 7
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Landmark Algorithm Breaks 30-Year Impasse

Chicago, 10 de noviembre de 2015 � STOC’2016

Laszlo Babái: Graph isomorphism in quasipolynomial time, 

O ( exp ( polylog (n) ) ) = O( exp ( logk (n) ) )
http://people.cs.uchicago.edu/~laci/quasipoly.html

Isomorfismo de (sub)grafos
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Landmark Algorithm Breaks 30-Year Impasse

Chicago, 10 de noviembre de 2015

Algoritmo divide y vencerás:
Coloreado de posibles correspondencias…

O ( exp ( polylog (n) ) = O ( exp ( (log n)k ) )
http://people.cs.uchicago.edu/~laci/quasipoly.html

Isomorfismo de (sub)grafos
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Landmark Algorithm Breaks 30-Year Impasse

Chicago, 10 de noviembre de 2015

Teniendo cuidado con un caso particular:
Grafos simétricos de Johnson…

O ( exp ( polylog (n) ) = O ( exp ( (log n)k ) )
http://people.cs.uchicago.edu/~laci/quasipoly.html

Isomorfismo de (sub)grafos
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Isomorfismo de (sub)grafos

Ejemplo

f(a) = 1
f(b) = 6
f(c) = 8
f(d) = 3
f(g) = 5
f(h) = 2
f(i) = 4
f(j) = 7
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Isomorfismo de (sub)grafos

Un mismo grafo se puede representar de muchas formas:

12

A(1) A(2)

B (6)

A(4)

B (5)

A(3)

B (7) B (8)

A(1) A(2) A(3) A(4) B(5) B(6) B(7) B(8)

A(1) 1 1 1 0 1 0 0 0

A(2) 1 1 0 1 0 1 0 0

A(3) 1 0 1 1 0 0 1 0

A(4) 0 1 1 1 0 0 0 1

B(5) 1 0 0 0 1 1 1 0

B(6) 0 1 0 0 1 1 0 1

B(7) 0 0 1 0 1 0 1 1

B(8) 0 0 0 1 0 1 1 1

A(2) A(1)

B (6)

A(4)

B (7)

A(3)

B (5) B (8)

A(1) A(2) A(3) A(4) B(5) B(6) B(7) B(8)

A(1) 1 1 0 1 0 1 0 0

A(2) 1 1 1 0 0 0 1 0

A(3) 0 1 1 1 1 0 0 0

A(4) 1 0 1 1 0 0 0 1

B(5) 0 0 1 0 1 0 1 1

B(6) 1 0 0 0 0 1 1 1

B(7) 0 1 0 0 1 1 1 0

B(8) 0 0 0 1 1 1 0 1

Isomorfismo de (sub)grafos

� Cuando manejamos bases de datos de grafos, 
¡¡¡ tenemos que comparar con conjuntos de grafos !!! 

� Se hace imprescindible en la práctica el uso de 
técnicas de preprocesamiento e indexación.
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Isomorfismo de (sub)grafos

Canonicalización

Cada grafo se convierte en una cadena ordenada (su 
“código”) de forma que dos grafos isomorfos tendrán 
la misma codificación canónica.

Ejemplo: “Lexicographically largest adjacency matrix”
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0110

1011

1100

0100

String: 0010001111010110



















0001

0011

0101

1110

Canonical: 0111101011001000

Isomorfismo de (sub)grafos

Invariantes

Dados dos grafos G1(V1,E1) y G2(V2,E2), un invariante 
es una etiqueta l(v1) asignada a un vértice v1∈G1 tal 
que, si existe un isomorf¡smo que asigna v1 al vértice 
v2∈G2, entonces l(v1)=l(v2).

EJEMPLOS

� Grado de un vértice
� Número de vecinos a distancia dos [two path]
� Triángulos adyacentes
� K-cliques (cliques de tamaño k que incluyen v)
� Conjuntos independientes de tamaño k que incluyen v.15



Isomorfismo de (sub)grafos

Algoritmos

G1(k)
Subgrafo inducido de G1 sobre los k primeros vértices

ESQUEMA GENERAL: BACKTRACKING

Para descubrir un isomorfismo entre dos grafos G1 y 
G2, construimos un isomorfismo sobre G1(k) y lo 
extendemos a G1(k+1) añadiendo un nuevo vértice
(los invariantes nos permitirán podar la búsqueda).
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Isomorfismo de (sub)grafos

Algoritmos

ESQUEMA GENERAL: BACKTRACKING
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Isomorfismo de (sub)grafos

Algoritmo de Ullman (1976)

Propiedad de las matrices de adyacencia de dos grafos 
isomorfos: A2 = P A1 PT, donde P es una matriz que 
representa una permutación (la que define el 
isomorfismo).

18

Isomorfismo de (sub)grafos

Algoritmo de Ullman (1976)
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Isomorfismo de (sub)grafos

Algoritmo de Ullman (1976)

a → x 

b → y 

c → z 

d → w

20

Isomorfismo de (sub)grafos

Algoritmo de Ullman (1976)

21

Tiempo
O(mnn2)

Espacio
O(n2m)



Isomorfismo de (sub)grafos

nauty

[McKay, 1981]

� Representa el grafo de forma canónica.

� Utiliza invariantes en la búsqueda de isomorfismos.

� Define particiones sobre los vértices 
(va dividiendo los vértices en conjuntos disjuntos).
� Partición inicial (invariantes sobre el grafo completo).
� Refinamiento (invariantes sobre cada partición).
� Partición hoja (conjuntos de un nodo). 22

Isomorfismo de (sub)grafos

nauty

� Algoritmo: 
Búsqueda en profundidad en el espacio de particiones.

� Refinamiento de las particiones:
Dada una partición P={V1..Vm} 
en la que ∀v,w∈Vi, d(v,Vi)=d(w,Vi)
� Seleccionar Vi∈P con más de un elemento.
� ∀v,w∈Vi, calcular d(v,Vi)
� Dividir Vi en subconjuntos que tengan el mismo 

valor para d(v,Vi). 23



Isomorfismo de (sub)grafos

nauty

� El refinamiento de las particiones se repite para todos 
los Vi hasta que ningún conjunto puede dividirse más.

� Los hijos de una partición se generan seleccionando, 
para cada vértice v∈Vi, una partición hija con los 
conjuntos {V1, ..,Vi−1,{v},Vi/{v},Vi+1, ..,Vm}.

� Nauty devuelve la representación canónica del grafo
correspondiente a la matriz de adyacencia del menor
automorfismo (isomorfismo del grado consigo mismo).

24

Isomorfismo de (sub)grafos

nauty

25



Isomorfismo de (sub)grafos

nauty

Árbol de búsqueda

26

Isomorfismo de (sub)grafos

nauty

Exploración (DFS)
y poda…

27



Isomorfismo de (sub)grafos

VF2

[Cordella et al., TPAMI 2004]

� DFS

� Reglas para podar el árbol de búsqueda que 
comprueban, para cada pareja de nodos candidatos, 
si el emparejamiento parcial es compatible.

28

VF2
Mejor caso Peor caso

Ullman
Mejor caso Peor caso

Tiempo Θ(n2) Θ(n!n) Θ(n3) Θ(n!n2)

Espacio Θ(n) Θ(n) Θ(n3) Θ(n3)

Isomorfismo de (sub)grafos

VF2

Correspondencia parcial

29



Isomorfismo de (sub)grafos

VF2

“look-ahead”
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Isomorfismo de (sub)grafos

VF2

31



Isomorfismo de (sub)grafos

VF2

32

Isomorfismo de (sub)grafos

BM1

[Battiti & Mascia, SLS’2007]

� Mejora de VF2 en tiempo de CPU.

� IDEA: “local-path-based pruning”

Si existe un camino de longitud d desde v1 en G1, 
debe existir el mismo camino desde v2 en G2
para que el par (v1,v2) sea compatible. 

33



Isomorfismo de (sub)grafos

BM1

[Battiti & Mascia, SLS’2007] 

34

BM1 VF2

Tiempo O(nd+n!n) O(n!n)

Espacio Θ(n2d+1) O(n)

Subgrafos frecuentes

Identificación de patrones frecuentes en grafos

Aplicaciones: Web Mining, Bioinformática, redes sociales…

Grafo dirigido Grafo no dirigido 35



Subgrafos frecuentes

� Subgrafo
Un grafo g es un subgrafo de otro grafo G (g ⊆ G) 
si existe un isomorfismo de subgrafos de g a G.

� Subgrafo frecuente
Dada una base de datos de grafos (o un único grafo 
enorme), un subgrafo es frecuente si su soporte 
(frecuencia de ocurrencia) no es menor que un umbral 
de soporte mínimo preestablecido.

36

Subgrafos frecuentes

Ejemplo

Conjunto de datos (grafos no dirigidos)

Patrones frecuentes
� Umbral de soporte mínimo = 2
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Subgrafos frecuentes

Ejemplo

Conjunto de datos (grafos dirigidos)

Patrones frecuentes
� Umbral de soporte mínimo = 2
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1

3

4

5

2
1:makepat

2: esc

3: addstr

4: getccl

5: dodash

6: in_set_2

7: stclose
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Subgrafos frecuentes

Tipos de subgrafos frecuentes 

Grafo original Subgrafo Subgrafo
inducido empotrado 39

a
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a

a
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Subgrafos frecuentes

Conteo del soporte (número de ocurrencias)
� Soporte [support]: 

Número de grafos en la base de datos que contienen al menos 
una ocurrencia del subgrafo.

� Soporte ponderado [weighted support]
Número total de ocurrencias del subgrafo en todos los grafos de 
la base de datos.

support = 3
weighted support = 6

Base de datos Subgrafo 40

a

a

b

b

a

a

c

b

a

a

a

b

a

a

b

Subgrafos frecuentes

Algoritmos

Búsqueda dirigida [beam search]
� SUBDUE [Holder et al., KDD’1994]

[Cook & Holder, IEEE Intelligent Systems, 2000]

Inductive Logic Programming (ILP): Datalog
� WARMR [Dehaspe et al., KDD’1998 & DMKD’1999]

Patrones frequentes
� Tipo Apriori:

AGM/AcGM, FSG, “disjoint paths”, SiGram

� Tipo FP-Growth:
MoFa, gSpan, FFSM, Gaston, CloseGraph, Spin 41



Subgrafos frecuentes: SUBDUE

Búsqueda dirigida

Se limita el número de “mejores” subestructuras.

MDL [Minimum Description Length]

� Las subestructuras se evalúan en función de su 
capacidad para “comprimir” los grafos de entrada.

� La mejor subestructura S de un grafo G minimiza
DL(S)+DL(G\S)

Algoritmo greedy: Comenzando con vértices 
individuales, se añaden nuevas aristas a las mejores 
subestructuras encontradas hasta que no se puedan 
encontrar nuevas subestructuras.

42

Subgrafos frecuentes

Propiedad clave

ANTI-MONOTONICIDAD

a.k.a. propiedad Apriori

Un subgrafo de tamaño k es frecuente 
sólo si todos sus subgrafos son frecuentes.

NOTA: Un grafo con n aristas tiene 2n subgrafos…

43



Subgrafos frecuentes: WARMR

Algoritmo basado en ILP [Inductive Logic Programming] 
para extraer patrones de datos estructurados.

� Uso de Datalog para representar tanto los datos como 
los patrones descubiertos.

� Primer sistema que aprovecha la propiedad Apriori.

Artículo original (KDD’1998): 
Aplicación a la predicción de químicos carcinógenos. 44

Subgrafos frecuentes

Caracterización de los algoritmos

de identificación de subgrafos frecuentes

� Tipo de grafos (dirigidos/no-dirigidos, etiquetados…)
� Tipo de patrones identificados (inducidos/empotrados)
� Cálculo del soporte
� Orden de búsqueda (anchura vs. profundidad) 
� Generación de candidatos (Apriori vs FP-Growth)
� Eliminación de duplicados
� Orden de identificación de patrones 

(p.ej. camino → árbol → grafo) 
45



Subgrafos frecuentes: Apriori

Algoritmos basados en Apriori

Búsqueda en anchura
Grafos con k elementos → Grafos con k+1 elementos

� AGM [Inokuchi et al., PKDD’2000 & Machine Learning 
’2003] genera grafos candidatos con un nuevo nodo.

� FSG [Kuramochi & Karypis, ICDM’2001 & TKDE’2004] 
genera grafos candidatos con una nueva arista. 46

Subgrafos frecuentes: Apriori

Algoritmos basados en Apriori

Apriori (D, min_sup, Sk)

47



Subgrafos frecuentes: Apriori

AGM: Apriori-based Graph Mining
[Inokuchi et al., PKDD’2000 & Machine Learning’2003]

Vertex growing 

48

Subgrafos frecuentes: Apriori

FSG: Frequent Sub-Graph discovery
[Kuramochi and Karypis, ICDM’2001 & IEEE TKDE’2004]

Edge growing

49



Subgrafos frecuentes: Apriori

JoinPath [Vanetik et al., ICDM’2002 & ICDE’2004]
[Gudes et al., IEEE TKDE’2006]

EDPs = Edge-disjoint paths
(caminos sin aristas comunes) 

1. Identificar caminos frecuentes
2. Identificar grafos frecuentes

con 2 “edge-disjoint paths”
3. Iterativamente, construir grafos

con k+1 EDPs a partir de grafos
con k EDPs. 50

Grafo con 3 EDPs

Subgrafos frecuentes: Apriori

Generación de candidatos [edge growing]
p.ej. Mismas etiquetas en distintos nodos 

Combinar dos k-subgrafos frecuentes 
puede dar lugar a más de un candidato 51
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Subgrafos frecuentes: Apriori

Generación de candidatos [edge growing]
p.ej. “Núcleo” [core] con las mismas etiquetas

Combinar dos k-subgrafos frecuentes 
puede dar lugar a más de un candidato 52

Subgrafos frecuentes: Apriori

Generación de candidatos [edge growing]
p.ej. Múltiples núcleos

Combinar dos k-subgrafos frecuentes 
puede dar lugar a más de un candidato 53



Subgrafos frecuentes: FP-Growth

Problema de los algoritmos basados en Apriori

54

…
G

G1

G2

Gn

k
aristas

k+1 
aristas

…

k+2
aristas

…

Grafos
duplicados

Subgrafos frecuentes: FP-Growth

Algoritmos derivados de FP-Growth

� Inspirados en PrefixSpan (secuencias), 
TreeMinerV y FREQT (árboles).

� Extienden los patrones frecuentes directamente 
(añadiendo una arista, en todas las posiciones posibles).

� Evitan la reunión de dos patrones para generar nuevos 
candidatos (operación más costosa en los algoritmos 
derivados de Apriori).

55



Subgrafos frecuentes: FP-Growth

gSpan

[Yan & Han, ICDM’2002]

“Right-most extension”

La enumeración de grafos usando su 
“extensión más a la derecha” es completa. 56

Subgrafos frecuentes: FP-Growth

gSpan

[Yan & Han, ICDM’2002]

Búsqueda en profundidad (DFS)
Grafo → Secuencia de aristas 57
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Subgrafos frecuentes: FP-Growth

Gaston [Nijssen and Kok, KDD’2004]
GrAph, Sequences and Tree extractiON algorithm

Separa la identificación de distintos tipos de patrones, 
ya que la identificación de estructuras más simples es 
mucho más eficiente (así como la eliminación de 
duplicados):

caminos → árboles → grafos

58

Subgrafos frecuentes: FP-Growth

CloseGraph [Yan & Han, KDD’2003]

� Grafo cerrado: 
Un grafo G se dice cerrado si no existe ningún 
supergrafo de G que tenga el mismo soporte que G. 

� IDEA: Compresión sin pérdidas

Si hay subgrafos de G con exactamente su mismo 
soporte, no es necesario identificarlos (grafos no 
cerrados).

59



Subgrafos frecuentes: FP-Growth

CloseGraph [Yan & Han, KDD’2003]

Dados dos grafos frecuentes G y G’, con G subgrafo de 
G’, si siempre que encontramos G en nuestros datos 
también aparece G’

� Sólo serán cerrados los descendientes de G que sean 
también descendientes de G’.

� No es necesario que sigamos expandiendo G para 
encontrar nuevos patrones, salvo en situaciones
muy puntuales [“tricky exception cases”]… 60

Subgrafos frecuentes: FP-Growth

CloseCut & Splat [Yan, Zhou & Han, KDD’2005]
Subestructuras densas

Restricciones adicionales nos permiten optimizar los 
algoritmos de identificación de subgrafos frecuentes 
(conectividad, grado, diámetro, densidad…) 61



Subgrafos frecuentes: FP-Growth

CloseCut & Splat [Yan, Zhou & Han, KDD’2005]
Subestructuras densas: Reducción de patrones (1/2)

Descomposición de grafos en función de su conectividad. 62

Subgrafos frecuentes: FP-Growth

CloseCut & Splat [Yan, Zhou & Han, KDD’2005]
Subestructuras densas: Reducción de patrones (2/2)

Intersección y descomposición de subgrafos (Splat) 63



Subgrafos frecuentes

Otros algoritmos

� MoFa [Borgelt & Berthold, ICDM’2002]
� FFSM [Han et al., ICDM’2003]
� SPIN [Huan et al., KDD’2004]
� GREW [Kuramochi & Karypis, ICDM’2004]
� SiGram [Kuramochi & Karypis, DMKD’2005]
� TSMiner [Jin et al., KDD’2005]
� MARGIN [Thomas et al., KDD’2006]
…

64

Subgrafos frecuentes

PROBLEMA

Para encontrar todos los grafos frecuentes, tenemos que 
analizar un número exponencial de subgrafos…

¿Cómo evitar la explosión combinatoria en la práctica? 65



Subgrafos frecuentes

Modelos escalables

Evitan la explosión combinatoria 
(la generación de un número exponencial de grafos)

� Subgrafos significativos [He & Singh, ICDM’2007]:
gboost [Kudo et al., NIPS’2004]
gPLS [Saigo et al., KDD’2008]
LEAP [Yan et al., SIGMOD’2008]
GraphSig [Ranu & Singh, ICDE’2009]

� Subgrafos representativos:
ORIGAMI [Hasan… & Zaki, ICDM’2007]

66

Subgrafos frecuentes

Modelos escalables

Subgrafos densos 

� Cliques & cuasi-cliques (problema NP)
H*Graph [Cheng et al., SIGMOD’2010+KDD’2012&13]

� K-cores: O(m)
EMcore [Cheng et al., ICDE’2011]

� K-trusses = Triangle k-cores: O(m1.5)
[Wang & Cheng, PVLDB’2012] 
[Zhang & Partharasany, ICDE’2012]

67



Subgrafos frecuentes

Modelos escalables: Trawling

Subgrafos bipartidos frecuentes
p.ej. Pequeñas comunidades en la Web

Problema formal: 

Enumerar todos los grafos
bipartidos completos Ks,t

¿Cómo?

Encontrando itemsets frecuentes… 68

Subgrafos frecuentes

Modelos escalables: Trawling

Itemsets frecuentes = Grafos bipartidos completos Ks,t

� Cada nodo i puede verse como el conjunto de nodos a 
los que apunta Si.

� Ks,t es el conjunto de tamaño t que ocurre en s 
conjuntos Si.

Buscar los grafos bipartidos completos Ks,t es 
buscar t-itemsets frecuentes usando s como umbral :-) 69



Motif Discovery

Modelos escalables: Subgrafos pequeños

“Motif” de tamaño k 

Pequeño grafo conectado con k vértices/nodos
que aparece en una red con más frecuencia de la esperada.

Ejemplo

Feed-forward loop

70

Motif Discovery

Ejemplo: Feed-forward loop

� Grafo de entrada

� Ocurrencias del patrón

71



Motif Discovery

Los 13 “motifs” dirigidos de tamaño 3:

Número exponencial de posibles “motifs”: O(2n(n-1))

72

Motif Discovery

“Graphlets” de tamaños 3, 4 y 5

73



Motif Discovery

� Encontrar el número de 
apariciones de un “motif” 
es un problema NP-hard
(encontrar una aparición 
concreta de un “motif” 
en un grafo también lo es), 
por lo que se hace necesario 
el uso de heurísticas.

� Encontrar y agrupar “motifs” isomórficos es un 
problema equivalente a encontrar los subgrafos
isomórficos del patrón buscado (NP-completo). 74

Motif Discovery

Para evaluar la importancia de la aparición de un “motif” 
en un grafo, es necesario identificar sus ocurrencias en el 
grafo y también en redes aleatorias.

Una versión aleatoria R de un grafo G, similar en su 
estructura a G, se conoce como modelo nulo [null model].

Existe una familia Ψ(G) de grafos aleatorios con 
propiedades similares a G (tamaño, secuencia de 
grados…), por lo que se genera una muestra S de n 
grafos de Ψ(G) y se calcula la frecuencia de un “motif” 
tanto en el grafo G como en la muestra S.

75



Si la frecuencia de un patrón m es significativamente 
mayor en G que su frecuencia media en la muestra S de 
Ψ(G), entonces se acepta como “motif”:

� Z-score: 
e.g. Z(m)>2.0

� P-value:
e.g. P(m)<0.05

� Significance profile:
(comparación de redes
con respecto a los motifs que contienen)

Motif Discovery

76

Motif Discovery

Generación de modelos nulos

Grafos del mismo tamaño pero distinta topología que 
preserven su secuencia de grados (y los grados de 
entrada y salida para cada nodo).

� Se escogen dos arcos al azar: (a,b), (c,d)
� Se cruzan sustituyéndolos por (a,d), (c,b) 77



Motif Discovery

Generación de modelos nulos

Método basado en cadenas de Markov

78

Motif Discovery

Fases en la identificación de motifs

� Descubrir los motifs m1..mn que ocurren en G con más 
frecuencia de la esperada.

� Agrupar los motifs m1..mn en clases isomórficas C1..Ck
de forma que todos los motifs topológicamente 
equivalentes estén en la misma clase.

� Determinar cuáles de las clases identificadas ocurren 
en G con mucha más frecuencia que en grafos 
aleatorios topológicamente similares a G.
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Motif Discovery

Algoritmos de identificación de motifs

� EXACT CENSUS ALGORITHMS
Los algoritmos exactos intentan encontrar todas las 
ocurrencias de un motif en una red.

� APPROXIMATE CENSUS ALGORITHMS
Los algoritmos aproximados, por cuestiones de 
eficiencia, muestrean subgrafos [subgraph sampling].
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Motif Discovery

Mfinder

Enumeración completa

� Para cada arista del grafo, se construye un subgrafo
G’ alrededor de la arista.

� Se van añadiendo a este grafo vértices vecinos a 
cualesquiera de los vértices del grafo parcial G’ hasta 
que el tamaño de G’ coincida con el de los motids
buscados.
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Motif Discovery

Mfinder
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Motif Discovery

Mfinder

Enumeración completa

83



Motif Discovery

ESU [Enumerate SUBgraphs]

� Genera sistemáticamente todos los subgrafos de 
tamaño k: empezando con un vértice v, añade nuevos 
vértices ordenadamente para asegurar que cada 
subgrafo sólo se enumera una vez.

� Algoritmo incorporado en la herramienta FANMOD.

� Utiliza Nauty para calcular isomorfismos.

84

Motif Discovery

ESU [Enumerate SUBgraphs]
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Motif Discovery

ESU [Enumerate SUBgraphs]

86

Motif Discovery

Kavosh

Para que cada subgrafo sólo se enumere una vez:

� Se encuentran todos los subgrafos de tamaño k que 
incluyen un vértice v (explorando un árbol de 
profundidad k con él vértice v como raíz).

� Se elimina el vértice v del grafo.

NOTA: 
También utiliza Nauty para comprobar isomorfismos. 87



Motif Discovery

Kavosh
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Motif Discovery

Kavosh

89

Motifs de tamaño 4 partiendo del nodo 1
(1,1,1)



Motif Discovery

Kavosh
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(1,2) (2,1)

Motif Discovery

Kavosh

91

(3)



Motif Discovery

MODA

Pattern growth

Árboles de expansión
� Un nodo a nivel k corresponde a un grafo de tamaño k 

con k-1 aristas (la raíz está a nivel 0).
� El número de nodos del primer nivel corresponde al 

número de árboles no isomórficos de tamaño k.
� Cada nodo es un subgrafo de sus hijos.
� La única hoja a nivel (k2−3k+4)/2 corresponde al 

grafo completo Kk.
� El camino más largo de la raíz a la hoja tiene longitud

(k2 −3k+4)/2.
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Motif Discovery

MODA

93



Motif Discovery

MODA

Pattern growth
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Motif Discovery

Algoritmos aproximados

PROBLEMA: 
El número de subgrafos crece exponencialmente 
tanto con el tamaño de la red 
como con el tamaño del patrón investigado.

SOLUCIÓN:
Utilización de algoritmos probabilísticos aproximados.
� Se muestrean subgrafos del tamaño requerido a 

partir del grafo original.
� La precisión (y el coste computacional) aumenta 

cuantas más muestras utilicemos.
95



Motif Discovery

Mfinder con muestreo

Selección aleatoria de aristas

96

Motif Discovery

ESU probabilístico

Exploración probabilística del árbol ESU
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Motif Discovery

MODA con muestreo

Estimación de la frecuencia de un subgrafo

98

Motif discovery

¿De qué tamaño podemos encontrar motifs?

99

Sistema
utilizado

Tamaño máximo 
de los motifs descubiertos

Mfinder 5

Mfinder con muestreo 6

FPF 9

NeMoFinder 12



Graph500

Supercomputación sobre grafos
http://www.graph500.org/ Noviembre 2015

Benchmark basado en algoritmos sobre grafos: 3 kernels
� Búsqueda (concurrente), 
� Optimización (caminos mínimos)
� Procesamiento de aristas [maximal independent set]

100

Sistema País Nodos Cores GTEPS

Fujitsu K Japón 82944 663552 38621

IBM BlueGene/Q USA 98304 1572864 23751

Tianhe-2 China 8192 196608 2061

SGI UV 2000 USA 1 1280 174

i5 + NVIDIA GPU USA 1 28 132

i7 USA 1 4 1.28

Apple MacBook Air USA 1 2 1.22

Apple iPad USA 1 2 0.03

Aplicaciones

� Compresión de datos

� Indexación

� Recuperación de información

� Redes de interacción de proteínas (PPI)
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Aplicaciones: Compresión

Compresión de datos

Extraer subgrafos comunes 
y condensar éstos en un solo nodo

102

Aplicaciones: Indexación

Indexación

En consultas sobre bases de datos de grafos, recorrer 
secuencialmente toda la base de datos sería demasiado 
ineficiente tanto por las operaciones de E/S como por las 
comprobaciones de isomorfismo entre grafos 

p.ej. GraphGrep, Grace, gIndex 103

NN

consulta Base de datos



Aplicaciones: Indexación

Si un grafo G contiene el grafo Q, G debe contener 
cualquier subestructura de Q:

Indexar las subestructuras del grafo Q para podar
los grafos que no contienen esas subestructuras:
� Construcción del índice: Enumerar estructuras para construir un 

índice invertido (estructuras → grafos).
� Consulta: Obtener candidatos (grafos que contienen las 

subestructuras encontradas en el grafo de consulta) y podar los 
falsos positivos (mediante un test de isomorfismo entre grafos).

104

Aplicaciones: Indexación

¿Qué estructuras se incluyen en el índice?

� Caminos.
� Estructuras de interés
� Estructuras frecuentes.
� Estructuras discriminantes.

IDEA: 
Cuanto más se reduzca el número de falsos positivos, 
menor será el tiempo de respuesta

105
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Aplicaciones: SRI

Recuperación de información

Grafo de la consulta

Resultado de la consulta

106

cafeína diurobromine
Viagra

Aplicaciones: SRI

Alternativas de diseño:
Soluciones exactas (problema NP-completo)
1. Calcular la similitud entre los grafos de la base de 

datos y el grafo de consulta (recorrido secuencial)
2. Crear subgrafos del grafo de consulta y hacer una 

búsqueda exacta (tendremos que probar multitud de 
subgrafos si queremos encontrar todos los grafos que 
sean “aproximadamente” iguales al grafo de 
consulta).

107…



Aplicaciones: SRI

Alternativas de diseño:
Soluciones aproximadas (heurísticas P)

3. Similitud “subestructural”
Selección de características e indexación
p.ej. Grafil

IDEA: Si un grafo G contiene al grafo de consulta Q, 
G debería compartir características con Q.
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Aplicaciones: PPI

Interacciones de la proteína de la levadura
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Aplicaciones: PPI

E-coli transcriptional regulatory network

110

Aplicaciones: PPI

E-coli transcriptional regulatory network
Motifs frecuentes

Feedforward Single input Dense overlapping
Loop module (SIM) regions (DOR)
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Aplicaciones

Motifs frecuentes en distintos tipos de redes

Redes regulatorias de genes
Redes neuronales
Redes tróficas [food webs]

Bifan Biparallel Three-chain
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